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Capítulo 22
Econometría 
de series de tiempo: 
pronósticos
En la introducción dijimos que los pronósticos son una parte importante del análisis economé-
trico, y para algunas personas constituye el área más importante. ¿Cómo se pronostican variables 
económicas como el PIB, infl ación, tasas de cambio, precios de acciones, tasas de desempleo y 
miles de otras variables económicas? En este capítulo analizaremos dos métodos para pronosticar 
que han adquirido mucha popularidad: 1) el autorregresivo integrado de promedios móviles 
(ARIMA), conocido como metodología de Box-Jenkins,1 y 2) el de vectores autorregresivos 
(VAR).

En este capítulo también estudiaremos los problemas especiales de pronosticar precios de 
los activos fi nancieros, como los de las acciones y las tasas de cambio. Estos precios de los acti-
vos se caracterizan por un fenómeno conocido como acumulación de volatilidad, lo que
signifi ca que existen lapsos en los que muestran amplias variaciones durante prolongados perio-
dos, seguidos por un intervalo de tranquilidad relativa. Basta observar el índice Dow Jones de 
los últimos tiempos. Los llamados modelos con heteroscedasticidad condicional autorregre-
siva (ARCH) o modelos con heteroscedasticidad condicional autorregresiva generalizada 
(GARCH) representan la mencionada acumulación de volatilidad.

El tema de los pronósticos económicos es amplio, por lo que se han escrito libros especiali-
zados sobre esta materia. El objetivo de este capítulo consiste en proporcionar al lector sólo una 
pequeña muestra de este tema. El lector interesado puede consultar la bibliografía para un estudio 
más profundo. Por fortuna, la mayoría del software moderno para la econometría contiene fáciles 
introducciones a las diversas técnicas que estudiamos aquí.

El vínculo entre este capítulo y el anterior reside en que los métodos de pronósticos analizados 
antes presuponen que las series de tiempo subyacentes son estacionarias o que pueden convertirse 
en estacionarias mediante transformaciones adecuadas. Conforme avancemos a lo largo de este 
capítulo veremos la utilización de diversos conceptos que presentamos en el capítulo anterior.

22.1 Enfoques de los pronósticos económicos

En términos generales, hay cinco enfoques de los pronósticos económicos basados en series de 
tiempo: 1) métodos de suavizamiento exponencial, 2) modelos de regresión uniecuacionales,
3) modelos de regresión de ecuaciones simultáneas, 4) modelos autorregresivos integrados de 
promedios móviles (ARIMA) y 5) modelos de vectores autorregresivos (VAR).

1 G.P.E. Box y G.M. Jenkins, Time Series Analysis: Forecasting and Control, edición revisada, Holden Day, 
San Francisco, 1978.
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774  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

Métodos de suavizamiento exponencial2

En esencia son métodos para ajustar una curva apropiada a datos históricos de una determinada 
serie de tiempo. Existen diversos tipos, como el de suavizamiento exponencial simple, el método 
lineal de Holt y el método de Holt-Winters, así como sus variaciones. Aunque todavía se emplean 
en varias áreas para pronósticos en los negocios y la economía, ahora se complementan (¿o sus-
tituyen?) por los otros cuatro métodos mencionados. No los analizaremos en este capítulo, pues 
se desvían mucho de la materia.

Modelos de regresión uniecuacionales
Dedicamos una parte sustancial de esta obra a los modelos de regresión uniecuacionales. Como 
ejemplo de un modelo de regresión uniecuacional, considere la función de demanda de automó-
viles. La teoría económica postula que la demanda de automóviles es función de sus precios, 
gasto en publicidad, ingreso del consumidor, tasa de interés (como medida del costo de endeu-
damiento) y otras variables relevantes (por ejemplo, tamaño de la familia o distancia al trabajo). 
A partir de las series de tiempo estimamos un modelo apropiado de demanda de automóviles 
(lineal, log-lineal o no lineal), el cual sirve para el pronóstico de la demanda en el futuro. Por 
supuesto, como vimos en el capítulo 5, los errores de pronóstico aumentan rápidamente si se va 
demasiado lejos hacia el futuro.

Modelos de regresión de ecuaciones simultáneas3

En los capítulos 18, 19 y 20 consideramos los modelos de ecuaciones simultáneas. En su mo-
mento de apogeo, durante las décadas de 1960 y 1970, los modelos elaborados para describir la 
economía de Estados Unidos basados en ecuaciones simultáneas dominaron el campo de los pro-
nósticos económicos. Pero más adelante, el encanto por ese tipo de pronósticos terminó debido 
a las crisis del precio del petróleo de 1973 y de 1979 y a la crítica de Lucas.4 El argumento de 
esta crítica es que los parámetros estimados de un modelo econométrico dependen de la política 
prevaleciente en el momento en que se estima el modelo y cambian conforme lo hace la política. 
En resumen, los parámetros estimados no son invariantes ante cambios de política.

Por ejemplo, en octubre de 1979, el Banco de la Reserva Federal cambió su política monetaria 
en forma sustancial. En lugar de fi jar metas de tasas de interés, anunció que en adelante super-
visaría la tasa de crecimiento de la oferta monetaria. Ante un cambio tan relevante, un modelo 
econométrico estimado a partir de información pasada tendría poco valor predictivo con el nuevo 
régimen. En estos tiempos, el interés del Banco de la Reserva Federal pasó de controlar la oferta 
monetaria a controlar la tasa de interés de corto plazo (la tasa de los fondos federales).

Modelos ARIMA
La publicación de G. P. E. Box y G. M. Jenkins Time Series Analysis: Forecasting and Con-
trol, op. cit., marcó el comienzo de una nueva generación de herramientas de pronóstico. Popu-
larmente conocida como metodología de Box-Jenkins (BJ), pero técnicamente conocida como 
metodología ARIMA, el interés de estos métodos de pronósticos no está en la construcción de 
modelos uniecuacionales o de ecuaciones simultáneas, sino en el análisis de las propiedades pro-
babilísticas, o estocásticas, de las series de tiempo económicas por sí mismas según la fi losofía 

2 Hay una exposición relativamente sencilla de estos métodos en Spyros Makridakis, Steven C. Wheelwright 
y Rob J. Hyndman, Forecasting Methods and Applications, 3a. ed., John Wiley & Sons, Nueva York, 1998.
3 Para conocer un tratamiento didáctico acerca del uso de modelos de ecuaciones simultáneas en pronós-
ticos, véase Robert S. Pindyck y Daniel L. Rubinfeld, Econometric Models & Economic Forecasts, McGraw-Hill, 
4a. ed., Nueva York, 1998, parte III.
4 Robert E. Lucas, “Econometric Policy Evaluation: A Critique”, en Carnegie-Rochester Conference Series, The 
Phillips Curve, North-Holland, Ámsterdam, 1976, pp. 19-46. Este artículo, entre otros, hizo posible que Lucas 
obtuviera el Premio Nobel de Economía.
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Capítulo 22  Econometría de series de tiempo: pronósticos  775

de que los datos hablen por sí mismos. A diferencia de los modelos de regresión, en los cuales Yt 
se explica por las k regresoras X1, X2, X3, . . . , Xk, en los modelos de series de tiempo del tipo BJ, 
Yt se explica por valores pasados o rezagados de sí misma y por los términos de error estocásti-
cos. Por esta razón, los modelos ARIMA reciben algunas veces el nombre de modelos ateóricos 
—porque no se derivan de teoría económica alguna—, y las teorías económicas a menudo son la 
base de los modelos de ecuaciones simultáneas.

A propósito, observe que en este capítulo la atención se centra en los modelos ARIMA univa-
riados, es decir, en los modelos ARIMA que pertenecen a una sola serie de tiempo. No obstante, 
el análisis puede extenderse a modelos ARIMA multivariados.

Modelos VAR
A primera vista, la metodología VAR se asemeja a los modelos de ecuaciones simultáneas, pues 
considera diversas variables endógenas de manera conjunta. Pero cada variable endógena se ex-
plica por sus valores rezagados, o pasados, y por los valores rezagados de todas las demás varia-
bles endógenas en el modelo; usualmente no hay variables exógenas en el modelo.

En lo restante de este capítulo analizaremos las bases de los enfoques de Box-Jenkins y VAR 
para los pronósticos económicos. El análisis es elemental y heurístico. Se aconseja al lector que 
desee continuar el estudio de este tema consultar las referencias.5

22.2 Creación de modelos AR, PM y ARIMA para series de tiempo

Para presentar diversas ideas, antiguas y nuevas, aquí trabajaremos con la serie de tiempo del 
PIB de Estados Unidos de la sección 21.1 (consulte los datos reales en el sitio Web del libro). La 
gráfi ca de dicha serie de tiempo ya se ilustró en las fi guras 21.1 (logaritmo del PIB no diferen-
ciado) y 21.9 (LPIB en primeras diferencias); recuerde que el LPIB en su forma de nivel es no 
estacionario, pero en su forma de (primeras) diferencias sí lo es.

Si una serie de tiempo es estacionaria, se puede modelar en diversas formas.

Proceso autorregresivo (AR)
Sea Yt el logaritmo del PIB en el periodo t. Si se modela Yt como

 (Yt − δ) � α1(Yt−1 − δ) + ut (22.2.1)

donde δ es la media de Y y ui es un término de error aleatorio no correlacionado con media cero 
y varianza constante σ 2 (es decir, ruido blanco), se dice que Yt sigue un proceso estocástico au-
torregresivo de primer orden, o AR(1), del cual ya hablamos en el capítulo 12. Aquí el valor de 
Y en el tiempo t depende de su valor en el periodo anterior y de un término aleatorio; los valores 
de Y están expresados como desviaciones de su valor medio. En otras palabras, este modelo dice 
que el valor de pronóstico de Y en el periodo t es simplemente alguna proporción (� α1) de su 
valor en el periodo (t − 1) más un “choque” o perturbación aleatoria en el tiempo t; de nuevo, los 
valores de Y están expresados alrededor del valor de su media.

Pero si consideramos este modelo,

 (Yt − δ) � α1(Yt−1 − δ) + α3(Yt−2 − δ) + ut (22.2.2)

5 Véase Pindyck y Rubinfeld, op. cit., parte 3; Alan Pankratz, Forecasting with Dynamic Regression Models, John 
Wiley & Sons, Nueva York, 1991 (libro con aplicaciones); y Andrew Harvey, The Econometric Analysis of Time 
Series, The MIT Press, 2a. ed., Cambridge, Massachusetts, 1990 (libro relativamente avanzado). Un análisis 
completo pero fácil de entender se encuentra en Terence C. Mills, Time Series Techniques for Economists, 
Cambridge University Press, Nueva York, 1990.
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776  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

decimos que Yt sigue un proceso autorregresivo de segundo orden o AR(2). Es decir, el
valor de Y en el tiempo t depende de sus valores en los dos periodos anteriores, los valores de Y 
expresados alrededor del valor de su media δ.

En general, tenemos

 (Yt − δ) � α1(Yt−1 − δ) + α2(Yt−2 − δ) + · · · + αp(Yt−p − δ) + ut (22.2.3)

en cuyo caso Yt es un proceso autorregresivo de orden p, o AR(p).
Observe que en todos los modelos anteriores sólo se consideran los valores actuales y anterio-

res de Y; no hay otras regresoras. En este sentido, decimos que “los datos hablan por sí mismos”. 
Son una clase de modelos de forma reducida a los cuales hicimos referencia en el análisis de los 
modelos de ecuaciones simultáneas.

Proceso de medias móviles (MA)
El proceso AR recién expuesto no es el único mecanismo que pudo generar a Y. Suponga que 
hacemos un modelo de Y de la siguiente manera:

 Yt � μ + β0ut + β1ut−1 (22.2.4)

donde μ es una constante y u, al igual que antes, es el término de error estocástico de ruido 
blanco. Aquí, Y en el periodo t es igual a una constante más un promedio móvil de los términos de 
error presente y pasado. Así, en este caso decimos que Y sigue un proceso de promedios móviles 
de primer orden, o MA(1).

Pero si Y sigue la expresión

 Yt � μ + β0ut + β1ut−1 + β2ut−2 (22.2.5)

es un proceso MA(2). En forma más general,

 Yt � μ + β0ut + β1ut−1 + β2ut−2 + · · · + βqut−q (22.2.6)

es un proceso MA(q). En resumen, un proceso de promedios móviles es tan sólo una combina-
ción lineal de términos de error de ruido blanco.

Proceso autorregresivo y de promedios móviles (ARMA)
Desde luego, es muy probable que Y tenga características de AR y de MA a la vez, y, por consi-
guiente, sea ARMA. Así, Yt sigue un proceso ARMA(1, 1) si se escribe como

 Yt � θ + α1Yt−1 + β0ut + β1ut−1 (22.2.7)

porque hay un término autorregresivo y uno de promedios móviles. En (22.2.7), θ representa un 
término constante.

En general, en un proceso ARMA(p, q), habrá p términos autorregresivos y q términos de 
promedios móviles.

Proceso autorregresivo integrado de promedios móviles (ARIMA)
Los modelos de series de tiempo analizados se basan en el supuesto de que las series de tiempo 
consideradas son (débilmente) estacionarias en el sentido defi nido en el capítulo 21. En pocas 
palabras, la media y la varianza de una serie de tiempo débilmente estacionaria son constantes y 
su covarianza es invariante en el tiempo. Pero sabemos que muchas series de tiempo económicas 
son no estacionarias, es decir, son integradas; por ejemplo, las series de tiempo económicas en la 
tabla 21.1 son integradas.

Sin embargo, vimos también en el capítulo 21 que si una serie de tiempo es integrada de orden 
1 [es decir, si es I(1)], sus primeras diferencias son I(0), es decir, estacionarias. En forma similar, 
si una serie de tiempo es I(2), sus segundas diferencias son I(0). En general, si una serie de tiempo 
es I(d), después de diferenciarla d veces se obtiene una serie I(0).
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Capítulo 22  Econometría de series de tiempo: pronósticos  777

Por consiguiente, si debemos diferenciar una serie de tiempo d veces para hacerla estacionaria 
y luego aplicarle el modelo ARMA(p,q), decimos que la serie de tiempo original es ARIMA(p, 
d, q), es decir, es una serie de tiempo autorregresiva integrada de promedios móviles, donde 
p denota el número de términos autorregresivos, d el número de veces que la serie debe diferen-
ciarse para hacerse estacionaria y q el número de términos de promedios móviles. Así, una serie 
de tiempo ARIMA(2, 1, 2) tiene que diferenciarse una vez (d � 1) antes de que se haga esta-
cionaria, y la serie de tiempo estacionaria (en primeras diferencias) puede modelarse como un 
proceso ARMA(2, 2), es decir, tiene dos términos AR y dos términos MA. Desde luego, si d � 0 
(es decir, si para empezar la serie es estacionaria), ARIMA(p, d � 0, q) � ARMA(p, q). Observe 
que un proceso ARIMA(p, 0, 0) signifi ca un proceso estacionario AR(p) puro; un ARIMA (0, 
0, q) signifi ca un proceso estacionario MA(q) puro. Con los valores de p, d y q sabemos de qué 
proceso se está haciendo el modelo.

El punto importante es que, para utilizar la metodología Box-Jenkins, debemos tener una serie 
de tiempo estacionaria o una serie de tiempo que sea estacionaria después de una o más diferen-
ciaciones. La razón para suponer estacionariedad se explica de la siguiente manera:

El objetivo de BJ [Box-Jenkins] es identifi car y estimar un modelo estadístico que se interprete como 
generador de los datos muestrales. Entonces, si se va a pronosticar con este modelo estimado, debe 
suponerse que sus características son constantes a través del tiempo y, en particular, en periodos 
futuros. Así, la sencilla razón para requerir datos estacionarios es que todo modelo que se infi era a 
partir de estos datos pueda interpretarse como estacionario o estable en sí mismo, y proporcione, por 
consiguiente, una base válida para pronosticar.6

22.3 Metodología de Box-Jenkins (BJ)

La pregunta del millón de dólares es obvia: al ver una serie de tiempo, como la serie del PIB de 
Estados Unidos en la fi gura 21.1, ¿cómo sabemos si sigue un proceso AR puro (de ser así, cuál 
es el valor de p), un proceso MA puro (de ser así, cuál es el valor de q), un proceso ARMA (de 
ser así, cuáles son los valores de p y q) o un proceso ARIMA, en cuyo caso se deben conocer los 
valores de p, d y q? La metodología BJ resulta útil para responder la pregunta anterior. El método 
considera cuatro pasos:

Paso 1. Identifi cación. Es decir, encontrar los valores apropiados de p, d y q. En seguida 
veremos la forma como el correlograma y el correlograma parcial ayudan en esta labor.

Paso 2. Estimación. Tras identifi car los valores apropiados de p y q, la siguiente etapa es 
estimar los parámetros de los términos autorregresivos y de promedios móviles incluidos en 
el modelo. Algunas veces, este cálculo se efectúa mediante mínimos cuadrados simples, pero 
otras hay que recurrir a métodos de estimación no lineal (en parámetros). Como esta labor se 
lleva a cabo ahora a través de rutinas en diversos paquetes estadísticos, en la práctica no es 
preciso preocuparse por los desarrollos matemáticos de la estimación; el estudiante intere-
sado en el tema puede consultar las referencias.

Paso 3. Examen de diagnóstico. Después de seleccionar un modelo ARIMA particular y 
de estimar sus parámetros, tratamos de ver si el modelo seleccionado se ajusta a los datos en 
forma razonablemente buena, pues es posible que exista otro modelo ARIMA que también 
lo haga. Es por esto que el diseño de modelos ARIMA de Box-Jenkins es un arte más que 
una ciencia; se requiere gran habilidad para seleccionar el modelo ARIMA correcto. Una 
simple prueba del modelo seleccionado es ver si los residuales estimados a partir de este 
modelo son de ruido blanco; si lo son, aceptamos el ajuste particular; si no lo son, debemos 
empezar de nuevo. Por tanto, la metodología BJ es un proceso iterativo (fi gura 22.1).

6 Michael Pokorny, An Introduction to Econometrics, Basil Blackwell, Nueva York, 1987, p. 343.
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778  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

Paso 4. Pronóstico. Una razón de la popularidad del proceso de construcción de modelos 
ARIMA es su éxito en el pronóstico. En muchos casos, los pronósticos obtenidos por este 
método son más confi ables que los obtenidos de modelos econométricos tradicionales, en 
particular en el caso de pronósticos de corto plazo. Por supuesto, cada caso debe verifi carse.

Luego de esta exposición general, examinaremos los cuatro pasos con cierto detalle. Durante 
el análisis utilizaremos los datos del PIB de la sección 21.1 para ilustrar los diversos puntos.

22.4 Identifi cación

Las herramientas principales en la identifi cación son la función de autocorrelación (FAC), la 
función de autocorrelación parcial (FACP) y los correlogramas resultantes, que son simple-
mente los gráfi cos de FAC y de FACP respecto de la longitud del rezago.

En el capítulo anterior defi nimos la FAC ρk (poblacional) y la FAC ρ̂k (muestral). El concepto 
de autocorrelación parcial es análogo al concepto de coefi ciente de regresión parcial. En el mo-
delo de regresión múltiple con k variables, el k-ésimo coefi ciente de regresión βk mide la tasa de 
cambio en el valor medio de la variable regresada ante un cambio unitario en la k-ésima regresora 
Xk, para mantener constante la infl uencia de todas las demás regresoras.

En forma similar, la autocorrelación parcial ρkk mide la correlación entre observaciones 
(series de tiempo) separadas k periodos y mantiene constantes las correlaciones en los rezagos 
intermedios (es decir, rezagos menores de k). En otras palabras, la autocorrelación parcial es la 
correlación entre Yt y Yt–k después de eliminar el efecto de las Y intermedias.7 En la sección 7.11 
presentamos el concepto de correlación parcial en el contexto de regresión y vimos su relación 
con las correlaciones simples. Tales correlaciones parciales se calculan ahora mediante rutinas en 
la mayoría de los paquetes estadísticos.

En la fi gura 22.2 presentamos el correlograma y el correlograma parcial de la serie LPIB. En 
esta fi gura sobresalen dos hechos: primero, la FAC decrece muy lentamente; como se ve en la 
fi gura 21.8, la FAC hasta el rezago 23 es estadísticamente diferente de cero en un nivel individual, 
pues todas están fuera de los límites a 95% de confi anza. Segundo, después del primer rezago, la 
FACP decrece en forma considerable y todas las FACP, después del primer rezago, son estadísti-
camente no signifi cativas, salvo quizá por el rezago 13.

1. Identificación del modelo
    (selección tentativa de p, d, q)

2. Estimación de parámetros
    del método elegido

3. Examen de diagnóstico:
    ¿Los residuos estimados son de ruido blanco?

4. Pronóstico

Sí
(ir al paso 4)

No
(regresar al paso 1)

FIGURA 22.1
Metodología de 
Box-Jenkins.

7 En los datos de series de tiempo, una gran proporción de la correlación entre Yt y Yt−k puede deberse a sus 
correlaciones con los rezagos intermedios Yt−1, Yt−2, . . . , Yt−k+1. La correlación parcial ρkk elimina la infl uencia 
de estas variables intermedias.
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Capítulo 22  Econometría de series de tiempo: pronósticos  779

Como la serie de tiempo LPIB de Estados Unidos es no estacionaria, debemos convertirla en 
estacionaria antes de aplicar la metodología de Box-Jenkins. En la fi gura 21.9 grafi camos la serie 
de primeras diferencias del LPIB. En contraste con la fi gura 21.1, no se observa ninguna tenden-
cia en esta serie, lo que sugiere que quizá la serie de tiempo del LPIB en primeras diferencias es 
estacionaria.8 Una aplicación formal de la prueba de raíz unitaria de Dickey-Fuller muestra 
que así sucede, en efecto. Lo anterior también se visualiza mediante los correlogramas FAC y 
FACP estimados en los paneles a) y b) de la fi gura 22.3. Ahora tenemos un patrón muy diferente 
de FAC y de FACP. Las FACs en los rezagos 1, 2 y 5 parecen estadísticamente diferentes de cero; 
recuerde, del capítulo 21, que los límites de confi anza aproximados a 95% para ρk son −0.2089 
y +0.2089. (Nota: Como analizamos en el capítulo 21, estos límites de confi anza son asintóticos 

8 Es difícil decir si la varianza de esta serie es estacionaria, en especial alrededor de 1979-1980. El embargo 
petrolero de 1979 y un cambio signifi cativo en la política monetaria del Banco de la Reserva Federal en el 
mismo año pueden tener algo que ver con esta difi cultad.

FIGURA 22.2
a) Correlograma y 
b) correlograma parcial 
de LPIB, Estados Unidos, 
I-1947 a IV-2007.
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780  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

y, por tanto, se consideran aproximados.) Pero, en todos los demás rezagos, no son estadística-
mente diferentes de cero. Para las autocorrelaciones parciales, sólo los rezagos 1 y 12 parecen 
estadísticamente diferentes de cero.

Ahora, ¿cómo permiten los correlogramas de la fi gura 22.3 encontrar el patrón ARMA de la 
serie de tiempo del PIB? (Nota: Sólo consideraremos la serie del PIB en primeras diferencias 
por ser estacionaria.) Una forma de lograrlo es considerar la FAC y la FACP, y los correlogramas 
asociados de un número seleccionado de procesos ARMA, como AR(1), AR(2), MA(1), MA(2), 
ARMA(1,1), ARIMA(2,2), y así sucesivamente. Como cada proceso estocástico presenta pa-
trones habituales de FAC y de FACP, si la serie de tiempo en estudio se ajusta a alguno de estos 
patrones, la podemos identifi car con tal proceso. Desde luego, será necesario aplicar pruebas de 
diagnóstico para determinar si el modelo seleccionado ARMA es razonablemente preciso.

El estudio de las propiedades de los diversos procesos estándar ARIMA consumiría mucho es-
pacio. En su lugar, ofrecemos lineamientos generales (tabla 22.1); en las referencias hay detalles 
de los diversos procesos estocásticos.

FIGURA 22.3
a) Correlograma y 
b) correlograma parcial de 
las primeras diferencias 
de LPIB, Estados Unidos, 
I-1947 a IV-2007.
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Capítulo 22  Econometría de series de tiempo: pronósticos  781

Observe que las FAC y las FACP de los procesos AR(p) y MA(q) tienen patrones opuestos; en 
el caso AR(p), la FAC decrece geométrica o exponencialmente, pero la FACP se corta después de 
cierto número de rezagos, mientras que sucede lo opuesto a un proceso MA(q).

Geométricamente, estos patrones se muestran en la fi gura 22.4.

Advertencia
Como en la práctica no se observan las FAC y FACP teóricas y se depende, por tanto, de sus 
aproximaciones muestrales, las FAC y FACP estimadas no concordarán exactamente con sus 
contrapartes teóricas. Buscamos una similitud entre las FAC y las FACP teóricas y muestrales de 
manera que señalen la dirección correcta en la construcción de los modelos ARIMA. Es por esto 
que la elaboración de modelos ARIMA requiere gran habilidad, lo cual, desde luego, se obtiene 
con la práctica.

Identifi cación ARIMA del PIB de Estados Unidos
Al considerar de nuevo el correlograma y el correlograma parcial de LPIB estacionario (después 
de la primera diferenciación) de Estados Unidos de I-1947 a IV-2007 de la fi gura 22.3, ¿qué 
observamos?

Recordemos que la FAC y la FACP son cantidades muestrales, y no tenemos un patrón decente 
como los propuestos en la tabla 22.1. Las autocorrelaciones (panel a) decrecen en los primeros 
dos rezagos y luego, con excepción del rezago 5, los restantes no son estadísticamente diferentes 

Tipo de modelo Patrón típico de FAC Patrón típico de FACP

AR(p)

MA(q)
ARMA(p, q)

Disminuye exponencialmente o 
con un patrón de onda sinusoide 
achatada o ambos.
Picos signifi cativos en los rezagos q
Decrece exponencialmente

Picos signifi cativos en los 
rezagos q

Decrece exponencialmente
Decrece exponencialmente

Nota: Los términos decrecimiento exponencial y decrecimiento geométrico signifi can lo mismo (recuerde el análisis sobre el rezago 
distribuido de Koyck).

TABLA 22.1
Patrones teóricos de 
FAC y FACP

FIGURA 22.4  FAC y FACP de procesos estocásticos seleccionados: a) AR(2): α1 � 0.5, α2 � 0.3; b) MA(2): β1 � 0.5, β2 � 0.3; 
c) ARMA(1,1): α1 � 0.5, β1 � 0.5.
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782  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

de cero (el área gris en las fi guras da los límites de confi anza aproximados a 95%). Las autoco-
rrelaciones parciales (panel b) con picos en los rezagos 1 y 12 parecen estadísticamente signi-
fi cativas, pero el resto no; si el coefi ciente de correlación parcial fuera signifi cativo solamente 
en el rezago 1, podríamos haberlo identifi cado como un modelo AR(1). Supongamos por tanto
que el proceso que generó la serie LPIB (en primeras diferencias) es un proceso MA(2). Tenga 
en cuenta que, a menos que la FAC y la FACP no estén bien defi nidas, será difícil elegir un mo-
delo sin ensayo y error. Se invita al lector a probar otros modelos ARIMA con la serie LPIB en 
primeras diferencias.

22.5 Estimación del modelo ARIMA

Sea Y ∗
t  las primeras diferencias del logaritmo del PIB de Estados Unidos. Entonces, el modelo 

MA identifi cado tentativamente es

 Y ∗
t � μ + β1ut−1 + β2ut−2 (22.5.1)

Con MINITAB obtuvimos las siguientes estimaciones:

 

Ŷ ∗
t � 0.00822 + 0.2918ut−1 + 0.2024ut−2

ee � (0.00088) (0.0633) (0.0634)

t � (9.32) (4.61) (3.20)

R2 � 0.1217 d � 1.9705

 (22.5.2)

Dejamos como ejercicio al lector estimar otros modelos ARIMA para la serie LPIB en primeras 
diferencias.

22.6 Verifi cación de diagnóstico

¿Cómo sabemos que el modelo en (22.5.2) es un ajuste razonable a los datos? Un diagnóstico 
simple es obtener los residuos de (22.5.2) y obtener la FAC y la FACP de estos residuos, por 
ejemplo, hasta el rezago 25. Las FAC y FACP estimadas se muestran en la fi gura 22.5. Como 
vemos en esta fi gura, ninguna de las autocorrelaciones y de las autocorrelaciones parciales es 
estadísticamente signifi cativa de manera individual. Tampoco lo es la suma de las 25 autocorrela-
ciones elevadas al cuadrado, como indican los estadísticos Q de Box-Pierce y LB de Ljung-Box 
(véase el capítulo 21). En otras palabras, los correlogramas de la autocorrelación y de la auto-
correlación parcial dan la impresión de que los residuos estimados de (22.5.2) son puramente 
aleatorios. Por tanto, quizá no sea necesario buscar otro modelo ARIMA.

22.7 Pronóstico

Recuerde que los datos del PIB son para el periodo I-1947 a IV-2007. Suponga, con base en el 
modelo (22.5.2), que deseamos pronosticar el LPIB para el primero de los cuatro trimestres de 
2008. Pero, en (22.5.2), la variable dependiente es el cambio en el LPIB en el trimestre anterior. 
Por consiguiente, si utilizamos (22.5.2), lo que obtenemos son los pronósticos de los cambios en 
el LPIB entre el primer trimestre de 2008 y el cuarto trimestre de 2007, el segundo trimestre de 
2008 y el primer trimestre de 2008, etcétera.

Para obtener el pronóstico de nivel del LPIB en lugar de sus cambios, podemos “deshacer” 
la transformación de primeras diferencias con que obtuvimos los cambios. (Más técnicamente, 
integramos la serie de primeras diferencias.) Así, para obtener el valor de pronóstico del LPIB 
(no de �PIB) para I-2008, reescribimos el modelo (22.5.1) como

 Y2008-I − Y2007-IV � μ + β1u2007-IV + β2u2007-III + u2008-I (22.7.1)
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Capítulo 22  Econometría de series de tiempo: pronósticos  783

Es decir,

 Y2008-I � μ + β1u2007-IV + β2u2007-III + u2008-I + Y2007-IV  (22.7.2)

Los valores de μ, β1 y β2 ya se conocen de la regresión estimada (22.5.2). Se supone que el valor 
de u2008-I es cero (¿por qué?). Por consiguiente, obtenemos fácilmente el valor de pronóstico de 
Y2008-I. La estimación numérica de este valor de pronóstico es:9

Y2008-I � 0.00822 + (0.2918)u2007-IV + (0.2024)(u2007-III) + Y2007-IV

� 0.00822 + (0.2918)(0.00853) + (0.2024)(−0.00399) + 9.3653

� 9.3741(aprox.)

9 Aunque los paquetes de software comunes y corrientes hacen este cálculo habitualmente, presentamos los 
cálculos detallados para ilustrar el procedimiento.

FIGURA 22.5
a) Correlograma y 
b) correlograma parcial de 
los residuos del modelo 
MA(2) para las primeras 
diferencias de LPIB, Es-
tados Unidos, 1947-I a 
2007-IV.
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784  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

Así, el valor de pronóstico de LPIB para I-2008 es de alrededor de 9.3741, que equivale a unos 
11 779 millones de dólares (de 2000). A propósito, el valor observado del PIB real para I-2008 
fue de 11 693.09 millones de dólares; el error de pronóstico fue una sobreestimación de 86 000 
millones de dólares.

22.8 Otros aspectos de la metodología BJ

En los párrafos anteriores presentamos sólo una introducción general al diseño de modelos BJ. 
Hay muchos aspectos de esta metodología no considerados por falta de espacio, como la estacio-
nalidad. Muchas series de tiempo presentan un comportamiento estacional, como las ventas de 
tiendas departamentales en días festivos, el consumo estacional de helado, los viajes durante días 
festivos nacionales, etc. Si, por ejemplo, disponemos de la información trimestral de ventas de las 
tiendas departamentales, estas cifras mostrarán picos en el cuarto trimestre. En tales situaciones, 
es posible eliminar la infl uencia estacional al tomar diferencias trimestrales de orden cuatro de 
las cifras de ventas y luego decidir qué clase de modelo ARIMA ajustar.

Analizamos una serie de tiempo a la vez; sin embargo, nada impide extender la metodología 
BJ al estudio simultáneo de dos o más series de tiempo. Una revisión de tal tema se saldría del 
alcance de este libro. El lector interesado puede consultar las referencias.10 No obstante, en la 
siguiente sección analizaremos este tema en el contexto de lo que se conoce como vectores au-
torregresivos.

22.9 Vectores autorregresivos (VAR)

De los capítulos 18 a 20 consideramos los modelos de ecuaciones simultáneas o estructurales. En 
esos modelos, algunas variables se tratan como endógenas y otras como exógenas o predetermi-
nadas (exógenas y endógenas rezagadas). Antes de estimar tales modelos debemos estar seguros 
de que las ecuaciones en el sistema estén identifi cadas (en forma exacta o sobreidentifi cadas). 
Esta identifi cación a menudo se logra si suponemos que algunas variables predeterminadas sólo 
están presentes en ciertas ecuaciones. Esta decisión a menudo es subjetiva y ha recibido fuertes 
críticas de Christopher Sims.11

De acuerdo con Sims, si hay verdadera simultaneidad entre un conjunto de variables, todas 
deben tratarse en igualdad de condiciones: no debe haber ninguna distinción a priori entre varia-
bles endógenas y exógenas. Es en este contexto que Sims desarrolló su modelo VAR.

Las semillas de este modelo se habían sembrado ya en la prueba de causalidad de Granger, 
estudiada en el capítulo 17. En las ecuaciones (17.14.1) y (17.14.2), que explican el LPIB actual 
en términos de la oferta monetaria rezagada y del PIB rezagado, y la oferta monetaria actual en 
términos de la oferta monetaria rezagada y del LPIB rezagado, tratamos esencialmente al PIB 
y a la oferta monetaria como un par de variables endógenas. No hay variables exógenas en este 
sistema.

De igual forma, en el ejemplo 17.13 analizamos la naturaleza de la causalidad entre dinero 
y tasa de interés en Canadá. En la ecuación del dinero, sólo aparecen los valores rezagados del 
dinero y de la tasa de interés; asimismo, en la ecuación de la tasa de interés, únicamente se pre-
sentan los valores rezagados de la tasa de interés y del dinero.

Estos dos ejemplos son ilustraciones de modelos de vectores autorregresivos; el término 
“autorregresivo” se refi ere a la aparición del valor rezagado de la variable dependiente en el lado 
derecho, y el término “vector” se atribuye a que tratamos con un vector de dos (o más) variables.

10 Para un tratamiento fácil de entender sobre este tema, véase Terence C. Mills, op. cit., parte III.
11 C.A. Sims, “Macroeconomics and Reality”, en Econometrica, vol. 48, 1980, pp. 1-48.
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Capítulo 22  Econometría de series de tiempo: pronósticos  785

Estimación de VAR
De vuelta con el ejemplo del dinero y la tasa de interés para Canadá, vimos que, cuando intro-
dujimos seis rezagos de cada variable como regresoras, no pudimos rechazar la hipótesis de que 
existía una causalidad bilateral entre el dinero (M1) y la tasa de interés R (tasa de interés corpora-
tiva a 90 días). Es decir, M1 afecta a R y ésta a su vez infl uye en M1. Este tipo de situaciones son 
ideales para aplicar el método VAR.

A fi n de explicar cómo se estima VAR, continuaremos con el ejemplo anterior. Por el mo-
mento, suponga que cada ecuación contiene k valores rezagados de M (como se mide M1) y R. En 
este caso, estimamos cada una de las siguientes ecuaciones mediante MCO.12

 M1t � α +
k

j�1

βj Mt− j +
k

j�1

γj Rt− j + u1t (22.9.1)

 Rt � α +
k

j�1

θj Mt− j +
k

j�1

γj R t− j + u2t (22.9.2)

donde las u son los términos de error estocástico, llamados impulsos, innovaciones o choques 
en el lenguaje de VAR.

Antes de calcular (22.9.1) y (22.9.2) tenemos que decidir la longitud máxima del rezago k. 
Esto signifi ca una cuestión empírica. Se tienen 40 observaciones en total. La inclusión de mu-
chos términos rezagados consumirá muchos grados de libertad, para no mencionar la posible 
aparición de la multicolinealidad. Agregar muy pocos rezagos provoca errores de especifi cación. 
Una forma de decidir esta cuestión es utilizar criterios como el de Akaike o el de Schwarz, para 
después elegir el modelo que proporcione los valores más bajos de dichos criterios. En defi nitiva, 
no podemos evitar cierto grado de ensayo y error.

Con el objeto de ilustrar el procedimiento, al principio utilizamos cuatro rezagos (k � 4) de 
cada variable y mediante el programa EViews 6 obtuvimos las estimaciones de los parámetros
de las dos ecuaciones anteriores, los cuales se proporcionan en la tabla 22.2. Observe que, a
pesar de que la muestra abarca desde el primer trimestre de 1979 hasta el cuarto de 1988, utili-
zamos la muestra para el periodo comprendido entre el primer trimestre de 1980 y el cuarto de 
1987, y conservamos las últimas cuatro observaciones para verifi car la precisión del pronóstico 
del VAR ajustado.

En vista de que las ecuaciones anteriores son regresiones de MCO, el resultado de la regresión 
de la tabla 22.2 debe interpretarse de la manera usual. Por supuesto, con diversos rezagos de las 
mismas variables, cada coefi ciente estimado no será estadísticamente signifi cativo, quizá debido 
a la multicolinealidad. Pero en forma colectiva, quizá sean signifi cativos respecto de la prueba 
F estándar.

Examinemos los resultados mostrados en la tabla 22.2. Primero consideramos la regresión 
M1. En forma individual, sólo M1 en el rezago 1, y R, en los rezagos 1 y 2, son estadísticamente 
signifi cativos. Pero el valor F es tan alto que no podemos rechazar la hipótesis de que de manera 
colectiva todos los términos de rezago son estadísticamente signifi cativos. Al concentrar la aten-
ción sobre la regresión de la tasa de interés, observamos que los cuatro rezagos de los términos 
monetarios son estadísticamente signifi cativos considerados de modo individual (en un nivel 
de 10% o superior), en tanto que sólo la variable de la tasa de interés con rezago de un periodo 
resulta signifi cativa.

Para propósitos comparativos, en la tabla 22.3 se presentan los resultados VAR basados en 
sólo dos rezagos de cada variable endógena. Aquí apreciará que, en la regresión sobre el dinero, 
la variable dinero con rezago de un periodo y los términos de la tasa de interés rezagada son 

12 Se puede utilizar la técnica SURE (seemingly unrelated regression) para estimar las dos ecuaciones de ma-
nera simultánea. No obstante, como cada regresión contiene el mismo número de variables endógenas 
rezagadas, la estimación por MCO de cada ecuación por separado suministra estimaciones idénticas (y efi -
cientes).
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786  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

estadísticamente signifi cativos en lo individual. En la regresión sobre la tasa de interés, los térmi-
nos dinero rezagado (en casi un nivel de 5%) e interés rezagado resultan individualmente 
signifi cativos.

Si tenemos que hacer una elección entre el modelo de la tabla 22.2 y el de la 22.3, ¿cuál esco-
gería? Los valores de información Akaike y Schwarz para el modelo de la tabla 22.2 son 15.32 
y 15.73, respectivamente, en tanto que los correspondientes a la tabla 22.3 son 15.10 y 15.33. 
Como mientras más bajos sean los valores de los estadísticos Akaike y Schwarz mejor será el
modelo, parece preferible el modelo más parco de la tabla 22.3. También consideramos seis 
rezagos de cada variable endógena y descubrimos que los valores de los estadísticos Akaike y 
Schwarz fueron de 15.37 y 15.98, respectivamente. De nuevo, la elección parece el modelo con 
dos términos rezagados de cada variable endógena, es decir, el modelo de la tabla 22.3.

Pronóstico con el modelo VAR
Suponga que elegimos el modelo de la tabla 22.3 para predecir los valores de M1 y R. Recuerde 
que los datos abarcan el periodo del primer trimestre de 1979 al cuarto de 1988, pero no utiliza-
mos los valores para 1988 al estimar los modelos VAR. Ahora suponga que deseamos pronosticar 
el valor de M1 para I-1988, es decir, el primer trimestre de 1988. Obtenemos el valor pronosticado 
para I-1988 de la siguiente forma:

M̂1988−I � 1 451.977 + 1.0375M1987−IV − 0.0446M1987−III

− 234.8850R1987−IV + 160.1560R1987−III

TABLA 22.2
Estimaciones de vectores 
autorregresivos con base 
en cuatro rezagos

 Muestra (ajustada): primer trimestre de 1980 a cuarto trimestre de 1987
 Observaciones incluidas: 32 después de ajustar los extremos
 Los errores estándar están entre paréntesis y el estadístico t entre corchetes

  M1 R

 M1 (−1) 1.076737 (0.20174) [5.33733] 0.001282 (0.00067) [1.90083]
 M1 (−2) 0.173433 (0.31444) [0.55157] −0.002140 (0.00105) [−2.03584]
 M1 (−3) −0.366465 (0.34687) [−1.05648] 0.002176 (0.00116) [1.87699]
 M1 (−4) 0.077602 (0.20789) [0.37329] −0.001479 (0.00069) [−2.12855]
 R (−1) −275.0293 (57.2174) [−4.80675] 1.139310 (0.19127) [5.95670]
 R (−2) 227.1750 (95.3947) [2.38142] −0.309053 (0.31888) [−0.96917]
 R (−3) 8.511851 (96.9176) [0.08783] 0.052361 (0.32397) [0.16162]
 R (−4) −50.19926 (64.7554) [−0.77521] 0.001076 (0.21646) [0.00497]
 C 2 413.827 (1 622.65) [1.48759] 4.919000 (5.42416) [0.90687]

 R2 0.988154 0.852890
 R2 ajustada 0.984034 0.801721
 Suma de cuadrados residual 4 820 241. 53.86233
 Ecuación del ee 457.7944 1.530307
 Estadístico F 239.8315 16.66815
 Log verosimilitud −236.1676 −53.73716
 Akaike A/C 15.32298 3.921073
 Schwarz SC 15.73521 4.333311
 Media de la variable dependiente 28 514.53 11.67292
 DE de la variable dependiente 3 623.058 3.436688

 Determinante de covarianza residual 490 782.3
 Log verosimilitud (gl ajustados) −300.4722
 Criterio de información de Akaike 19.90451
 Criterio de Schwarz 20.72899
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Capítulo 22  Econometría de series de tiempo: pronósticos  787

donde los valores de los coefi cientes se obtuvieron de la tabla 22.3. Ahora, con los valores apro-
piados de M1 y R de la tabla 17.5, podemos afi rmar que el valor pronosticado del dinero para 
el primer trimestre de 1988 es de 36 996 (millones de dólares canadienses). El valor real de M1 

para el primer trimestre de 1988 fue de 36 480, lo que signifi ca que el modelo pronosticó en ex-
ceso el valor real por casi 516 (millones de dólares), cantidad que representa casi 1.4% del valor 
real de M1 para I-1988. Desde luego, estas estimaciones cambian en función de la cantidad de 
valores rezagados que consideremos en el modelo VAR. Dejamos como ejercicio para el lector 
pronosticar el valor de R para el primer trimestre de 1988 y compararlo con su valor real para 
dicho periodo.

VAR y causalidad
Recordará que ya estudiamos el tema de la causalidad en el capítulo 17. Ahí estudiamos las 
pruebas de Granger y Sims de la causalidad. ¿Existe alguna conexión entre el modelo VAR y la 
causalidad? En el capítulo 17 (sección 17.14) vimos que, hasta el nivel de 2, 4 y 6 rezagos, había 
una causalidad bilateral entre M1 y R, pero que en el rezago 8 no existía causalidad entre las dos 
variables. Por consiguiente, los resultados son ambiguos. Ahora recordará, del capítulo 21, el 
teorema de representación de Granger. Una implicación de este teorema es que si dos variables, 
por ejemplo Xt y Yt, están cointegradas y cada una es individualmente I(1), es decir, es integrada 
de orden 1 (por ejemplo, cada una es no estacionaria individualmente), Xt debe causar (según el 
criterio de Granger) a Yt, o Yt debe causar (según el criterio de Granger) a Xt.

En el ejemplo ilustrativo, esto signifi ca que M1 y R son individualmente I(1) pero están coin-
tegradas, entonces M1 debe causar (según el criterio de Granger) a R o R debe causar (según el 
criterio de Granger) a M1. Esto signifi ca que debemos averiguar primero si ambas variables son 
individualmente I(1) y luego si están cointegradas. De no ser así, todo el asunto de la causalidad 

TABLA 22.3
Estimaciones de vectores 
autorregresivos con base 
en dos rezagos

 Muestra (ajustada): tercer trimestre de 1979 al cuarto trimestre de 1987
 Observaciones incluidas: 34 después de ajustar los extremos
 Los errores estándar están entre paréntesis y el estadístico t entre corchetes

  M1 R

 M1 (−1) 1.037537 (0.16048) [6.46509] 0.001091 (0.00059) [1.85825]
 M1 (−2) −0.044661 (0.15591) [−0.28646] −0.001255 (0.00057) [−2.19871]
 R (−1) −234.8850 (45.5224) [−5.15977] 1.069081 (0.16660) [6.41708]
 R (−2) 160.1560 (48.5283) [3.30026] −0.223364 (0.17760) [−1.25768]
 C 1 451.977 (1 185.59) [1.22468] 5.796434 (4.33894) [1.33591]

 R2 0.988198 0.806660
 R2 ajustada 0.986571 0.779993
 Suma de cuadrados residual 5 373 510. 71.97054
 Ecuación del ee 430.4573 1.575355
 Estadístico F 607.0720 30.24878
 Log verosimilitud −251.7446 −60.99215
 Akaike A/C 15.10263 3.881891
 Schwarz SC 15.32709 4.106356
 Media de la variable dependiente 28 216.26 11.75049
 DE de la variable dependiente 3 714.506 3.358613

 Determinante de covarianza residual 458 485.4
 Log verosimilitud (gl ajustados) −318.0944
 Criterio de información de Akaike 19.29967
 Criterio de Schwarz 19.74860
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788  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

se convertiría en una fi cción. En el ejercicio 22.22 se pide al lector determinar si las dos variables 
son no estacionarias pero están cointegradas. Si efectúa el ejercicio, descubrirá una débil eviden-
cia de cointegración entre M1 y R, razón por la cual las pruebas de causalidad analizadas en la 
sección 17.14 eran erróneas.

Algunos problemas en la creación de modelos VAR
Los defensores de VAR destacan las siguientes virtudes del método: 1) El método es simple; no 
es preciso preocuparse por determinar cuáles variables son endógenas y cuáles son exógenas. 
Todas las variables en VAR son endógenas.13 2) La estimación es simple, es decir, el método 
usual de MCO es aplicable a cada ecuación por separado. 3) Las predicciones obtenidas mediante 
este método son en muchos casos mejores que las obtenidas con modelos de ecuaciones simul-
táneas más complejos.14

No obstante, los críticos de los modelos VAR señalan los siguientes problemas:

1. A diferencia de los modelos de ecuaciones simultáneas, un modelo VAR es ateórico por-
que utiliza menos información previa. Recuerde que en los modelos de ecuaciones simultáneas, 
la exclusión o inclusión de ciertas variables desempeña un papel crucial en la identifi cación del 
modelo.

2. Debido a su acento en el pronóstico, los modelos VAR son menos apropiados para el aná-
lisis de políticas.

3. El mayor desafío práctico en el diseño de modelos VAR es seleccionar la longitud apro-
piada del rezago. Suponga que tenemos un modelo VAR de tres variables y decidimos incluir 
ocho rezagos de cada variable en cada ecuación. Tendremos 24 parámetros rezagados en cada 
ecuación más el término constante, para un total de 25 parámetros. A menos que el tamaño de 
la muestra sea grande, la estimación de tantos parámetros consumirá muchos grados de libertad, 
con todos los problemas asociados a esto.15

4. En sentido estricto, en un modelo VAR de m variables, todas las m variables deben ser 
estacionarias (en forma conjunta). Si no es así, tendremos que transformar la información en 
forma apropiada (por ejemplo, mediante una primera diferenciación). Como menciona Harvey, 
los resultados de la información transformada pueden ser no satisfactorios. Afi rma además: “El 
método usual adoptado por los afi cionados al VAR es, por consiguiente, trabajar en niveles, aun-
que algunas de estas series no sean estacionarias. En este caso es importante reconocer el efecto 
de las raíces unitarias en la distribución de los estimadores”.16 Peor aún, si el modelo contiene 
una mezcla de variables I(0) e I(1), es decir, una mezcla de variables estacionarias y no estacio-
narias, no será fácil transformar la información.

Sin embargo, Cuthbertson sostiene: “El análisis de cointegración indica que un VAR sólo 
en primeras diferencias está mal especifi cado si hay algunos vectores cointegrantes presentes 
entre la serie I(1). Dicho de otro modo, un VAR exclusivamente en primeras diferencias omite 

13 Algunas veces se incluyen variables puramente exógenas para dar cabida a factores estacionales y de ten-
dencia.
14 Véase, por ejemplo, T. Kinal y J.B. Ratner, “Regional Forecasting Models with Vector Autoregression: The 
Case of New York State”, documento de trabajo # 155, Departamento de Economía, State University of 
New York at Albany, 1982.
15 Si tenemos un modelo VAR de m ecuaciones con p valores rezagados de las m variables, en total tenemos 
que estimar (m + pm2) parámetros.
16 Andrew Harvey, The Econometric Analysis of Time Series, The MIT Press, 2a. ed., Cambridge, Massachusetts, 
1990, p. 83.
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Capítulo 22  Econometría de series de tiempo: pronósticos  789

variables estacionarias potencialmente importantes (es decir, la corrección de errores, vectores 
cointegrantes) y, por consiguiente, las estimaciones de los parámetros pueden padecer el sesgo 
de variables omitidas”.17

5. Como con frecuencia es difícil interpretar los coefi cientes individuales estimados en los 
modelos VAR, los practicantes de esta técnica a menudo estiman la llamada función de impulso-
respuesta (FIR). La FIR estudia la respuesta de la variable dependiente en el sistema VAR ante 
choques en los términos de error, como u1 y u2 en las ecuaciones (22.9.1) y (22.9.2). Suponga 
que u1 en la ecuación M1 aumenta en el valor de una desviación estándar. Ese choque o cambio 
modifi cará a M1 tanto en el periodo actual como en periodos futuros. Pero, como M1 aparece en 
la regresión de R, el cambio en u1 afectará también a R. En forma similar, un cambio de una des-
viación estándar en u2 de la ecuación de R tendrá un efecto sobre M1. La FIR estudia el impacto 
de tales choques durante varios periodos en el futuro. Aunque los investigadores cuestionan la 
utilidad del análisis FIR, es la pieza central en el análisis VAR.18

Para comparar el desempeño de VAR con otras técnicas de pronóstico, el lector puede consul-
tar las referencias.19

Una aplicación de VAR: un modelo VAR 
de la economía de Texas
Para probar el refrán convencional: “Por donde va la mancha de petróleo se extiende la economía 
de Texas”, Thomas Fomby y Joseph Hirschberg elaboraron un modelo VAR de tres variables de 
la economía de Texas de I-1974 a I-1988.20 Las tres variables fueron: 1) cambio porcentual del 
precio real del petróleo, 2) cambio porcentual del empleo no agrícola de Texas y 3) cambio por-
centual del empleo no agrícola en el resto de Estados Unidos. Los autores introdujeron el término 
constante y dos valores rezagados de cada variable en cada ecuación. Por consiguiente, el número 
de parámetros estimados en cada ecuación fue de siete. En la tabla 22.4 se presentan los resulta-
dos de la estimación por MCO del modelo VAR. Las pruebas F de esta tabla deben corroborar 
la hipótesis de que, en forma conjunta, los diversos coefi cientes rezagados son cero. Por tanto, la 
prueba F para la variable x (cambio porcentual del precio real del petróleo) muestra que los dos 
términos rezagados de x son estadísticamente diferentes de cero; la probabilidad de obtener un 
valor F de 12.5536, según la hipótesis nula de que ambos son simultáneamente iguales a cero, es 
muy baja, alrededor de 0.00004. Por otra parte, en forma conjunta, los dos valores y rezagados 
(cambio porcentual en el empleo no agrícola de Texas) no son signifi cativamente diferentes de 
cero para explicar x; el valor F es sólo 1.36. Todos los demás estadísticos F deben interpretarse 
en forma similar.

Con base en éstos y otros resultados presentados en su trabajo, Fomby y Hirschberg concluyen 
que el refrán sobre la economía de Texas no es del todo preciso, pues, después de la inestabilidad 
inicial resultante de las crisis del petróleo de los países de la OPEP, la economía de Texas es ahora 
menos dependiente de las fl uctuaciones en el precio del petróleo.

17 Keith Cuthbertson, Quantitative Financial Economics: Stocks, Bonds and Foreigh Exchange, John Wiley & 
Sons, Nueva York, 2002, p. 436.
18 D.E. Runkle, “Vector Autoregression and Reality”, Journal of Business and Economic Statistics, vol. 5, 1987, 
pp. 437-454.
19 S. McNees, “Forecasting Accuracy of Alternative Techniques: A Comparison of U.S. Macroeconomic Fore-
casts”, Journal of Business and Economic Statistics, vol. 4, 1986, pp. 5-15; E. Mahmoud, “Accuracy in Fore-
casting: A Survey”, Journal of Forecasting, vol. 3, 1984, pp. 139-159.
20 Thomas B. Fomby y Joseph G. Hiarschberg, “Texas in Transition: Dependence on Oil and the National 
Economy”, en Economic Review, Federal Reserve Bank of Dallas, enero de 1989, pp. 11-28.
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790  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

 Variable dependiente: x (cambio porcentual del precio real del petróleo)

 Variable Rezago Coefi ciente Error estándar Nivel de signifi cancia

 x 1 0.7054 0.1409 0.8305E-5
 x 2 −0.3351 0.1500 0.3027E-1
 y 1 −1.3525 2.7013 0.6189
 y 2 3.4371 2.4344 0.1645
 z 1 3.4566 2.8048 0.2239
 z 2 −4.8703 2.7500 0.8304E-1
 Constante 0 −0.9983E-2 0.1696E-1 0.5589

 R̄2 = 0.2982; Q(21) = 8.2618 (P = 0.9939)
 Pruebas de signifi cancia conjunta, variable dependiente = x

 Variable Estadístico F Nivel de signifi cancia

 x 12.5536 0.4283E-4
 y  1.3646 0.2654
 z  1.5693 0.2188

 Variable dependiente: y (cambio porcentual del empleo no agrícola de Texas)

 Variable Rezago Coefi ciente Error estándar Nivel de signifi cancia

 x 1 0.2228E-1 0.8759E-2 0.1430E-1
 x 2 −0.1883E-2 0.9322E-2 0.8407
 y 1 0.6462 0.1678 0.3554E-3
 y 2 0.4234E-1 0.1512 0.7807
 z 1 0.2655 0.1742 0.1342
 z 2 −0.1715 0.1708 0.3205
 Constante 0 −0.1602E-2 0.1053E-1 0.1351
 R̄2 = 0.6316; Q(21) = 21.5900 (P = 0.4234)
 Pruebas de signifi cancia conjunta, variable dependiente = y

 Variable Estadístico F Nivel de signifi cancia

 x  3.6283 0.3424E-4
 y 19.1440 0.8287E-6
 z  1.1684 0.3197

  Variable dependiente: z (cambio porcentual del empleo no agrícola en el resto
de Estados Unidos)

 Variable Rezago Coefi ciente Error estándar Nivel de signifi cancia

 x 1 −0.8330E-2 0.6849E-2 0.2299
 x 2 0.3635E-2 0.7289E-2 0.6202
 y 1 0.3849 0.1312 0.5170E-2
 y 2 −0.4805 0.1182 0.1828E-2
 z 1 0.7226 0.1362 0.3004E-5
 z 2 −0.1366E-1 0.1336 0.9190
 Constante 0 −0.2387E-2 0.8241E-3 0.5701E-2
 R̄2 = 0.6503; Q(21) = 15.6182 (P = 0.7907)
 Pruebas para la signifi cancia conjunta, variable dependiente = z

 Variable Estadístico F Nivel de signifi cancia

 x  0.7396 0.4827
 y  8.2714 0.8360E-3
 z 27.9609 0.1000E-7

TABLA 22.4
Resultados de la esti-
mación del sistema VAR 
de segundo orden* de 
Texas: I-1974 a I-1988

Fuente: Economic Review, Fede-
ral Reserve Bank of Dallas, enero 
de 1989, p. 21.

* Términos con dos rezagos de cada variable.
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Capítulo 22  Econometría de series de tiempo: pronósticos  791

22.10  Medición de la volatilidad de las series de tiempo 
fi nancieras: modelos ARCH y GARCH

Como mencionamos en la introducción de este capítulo, las series de tiempo fi nancieras, como 
precios de acciones, tasas de cambio, tasas de infl ación, etc., a menudo presentan el fenómeno de 
acumulación de la volatilidad; es decir, existen lapsos en los que sus precios muestran amplias 
variaciones durante prolongados periodos y luego se dan intervalos de una calma relativa. Como 
señala Philip Franses:

En vista de que tales datos (las series de tiempo fi nancieras) refl ejan el resultado del comercio entre 
compradores y vendedores a precios del mercado, por ejemplo, diversas fuentes de noticias y otros 
acontecimientos exógenos pueden afectar el patrón de las series de tiempo de los precios de los valo-
res. En vista de que las noticias tienen diversas interpretaciones y también de que los acontecimientos 
económicos específi cos, como las crisis del petróleo, perduran cierto tiempo, a menudo vemos que 
las grandes observaciones positivas y negativas en las series de tiempo fi nancieras tienden a aparecer 
en grupos.21

Conocer la volatilidad es muy importante en muchas áreas. Por ejemplo, existe una enorme 
cantidad de trabajo en econometría sobre la variabilidad de la infl ación a lo largo del tiempo. Para 
algunas personas con poder de decisión, la infl ación en sí misma quizá no sea dañina, pero no es 
deseable su variabilidad porque difi culta la planifi cación fi nanciera.

Sucede lo mismo con los importadores, exportadores y comerciantes que acuden a los merca-
dos de cambio de divisas, pues la variabilidad de las tasas de cambio representa grandes pérdidas 
o ganancias. A los inversionistas de las casas de bolsa obviamente les interesa la volatilidad de los 
precios de las acciones, pues una gran volatilidad puede signifi car enormes pérdidas o ganancias 
y, en consecuencia, provocar mayor incertidumbre. En los mercados volátiles, a las compañías les 
resulta difícil capitalizarse en los mercados de capital.

¿Cómo se modelan las series de tiempo fi nancieras que experimentan tal volatilidad? Por 
ejemplo, ¿cómo se elabora un modelo de las series de tiempo de precios de acciones, tasas de 
cambio, infl ación, etcétera? Una característica de la mayoría de estas series de tiempo fi nancieras 
consiste en que en su forma de nivel son caminatas aleatorias; es decir, son no estacionarias. Por 
otra parte, en la forma de primeras diferencias, por lo general resultan estacionarias, como vimos 
en el caso de las series del PIB del capítulo anterior, aunque el PIB no sea estrictamente una serie 
de tiempo fi nanciera.

En consecuencia, en vez de modelar las series de tiempo fi nancieras en su forma de nivel, ¿por 
qué no hacer los modelos de sus primeras diferencias? Sin embargo, estas primeras diferencias 
suelen presentar amplias variaciones, o volatilidad, lo cual indica que la varianza de las series 
de tiempo fi nancieras se modifi ca con el tiempo. ¿Cómo podemos determinar el modelo de dicha 
“variación cambiante”? En estos casos es cuando resulta práctico el llamado modelo de heteros-
cedasticidad condicional autorregresivo (ARCH), que originalmente desarrolló Engle.22

Como su nombre lo indica, la heteroscedasticidad, o varianza desigual, puede tener una es-
tructura autorregresiva en la que la heteroscedasticidad observada a lo largo de diferentes perio-
dos quizá esté autocorrelacionada. Para tener idea de todo lo que esto signifi ca, analizaremos un 
ejemplo concreto.

21 Philip Hans Franses, Time Series Models for Business and Economic Forecasting, Cambridge University Press, 
Nueva York, 1998, p. 155.
22 R. Engle, “Autoregressive Conditional Heteroscedasticity with Estimates of the Variance of United 
Kingdom Infl ation”, en Econometrica, vol. 50, núm. 1, 1982, pp. 987-1007. Véase también A. Bera y M. 
Higgins, “ARCH Models: Properties, Estimation and Testing”, en Journal of Economic Surveys, vol. 7, 1993, 
pp. 305-366.
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792  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

La fi gura 22.6 proporciona los logaritmos del tipo de cambio mensual entre Estados Unidos y el 
Reino Unido (dólares por libra) de 1971 a 2007, para un total de 444 observaciones mensuales. 
Como observa en esta fi gura, hay considerables altibajos en el tipo de cambio a lo largo del pe-
riodo muestral. Para ver este movimiento de forma más ilustrativa, en la fi gura 22.7 grafi camos 
las variaciones en los logaritmos del tipo de cambio; observe que las variaciones en los logarit-
mos de una variable denotan cambios relativos, los cuales, si se multiplican por 100, propor-
cionan los cambios porcentuales. Como se observa, los cambios relativos en el tipo de cambio 
EUA/RU muestran periodos de una amplia variación durante cierto tiempo, y lapsos de fl uctua-
ción más bien moderada, lo cual ejemplifi ca el fenómeno de acumulación de la volatilidad.

Ahora bien, la pregunta práctica es: ¿cómo medimos estadísticamente la volatilidad? Ilustra-
remos esto con el ejemplo del tipo de cambio.

Sea Yt � tipo de cambio Estados Unidos/RU
Yt* � log de Yt

dYt* � Yt* − Yt*−1 � variación relativa del tipo de cambio
d Ȳ t* � media de dYt*

Xt � dYt* − d Ȳ t*

EJEMPLO 22.1
Tipo de cambio Es-
tados Unidos/Reino 
Unido: Ejemplo

FIGURA 22.6
Logaritmo del tipo de 
cambio Estados Unidos/
Reino Unido, 1971-2007 
(mensual).
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FIGURA 22.7
Variación en el loga-
ritmo del tipo de cambio 
Estados Unidos/Reino 
Unido.
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Capítulo 22  Econometría de series de tiempo: pronósticos  793

Por consiguiente, Xt es el cambio relativo ajustado por la media en el tipo de cambio. Ahora 
podemos utilizar X 2

t  como una medida de la volatilidad. Al ser una cantidad al cuadrado, su 
valor será alto en periodos en que se experimenten grandes cambios en los precios de los bienes 
fi nancieros, y comparativamente pequeño cuando sucedan cambios modestos en los precios de 
dichos bienes.23

Al aceptar X 2
t  como medida de la volatilidad, ¿cómo sabemos si cambia con el tiempo? Su-

ponga que consideramos el siguiente modelo AR(1) o ARIMA (1, 0, 0):

 X 2
t � β0 + β1 X 2

t−1 + ut (22.10.1)

Este modelo postula que la volatilidad en el periodo actual está relacionada con su valor del 
periodo anterior más un término de error de ruido blanco. Si β1 es positiva, esto indica que si
la volatilidad era alta en el periodo anterior, seguirá siendo alta en el periodo actual, lo cual señala
una acumulación de volatilidad. Si β1 es cero, no se presenta una acumulación de volatilidad. La 
signifi cancia estadística del β2 estimado se juzga mediante la prueba t usual.

No existe nada que impida considerar un modelo AR(p) de volatilidad tal que

 X 2
t � β0 + β1 X 2

t−1 + β2 X 2
t−2 + · · · + βp X 2

t−p + ut (22.10.2)

Este modelo indica que la volatilidad en el periodo actual está relacionada con la de los p pe-
riodos anteriores, y el valor de p es una cuestión empírica que se resuelve mediante uno o más 
criterios de selección de modelos que estudiamos en el capítulo 13 (por ejemplo, la medida de 
información de Akaike). Podemos probar la signifi cancia de cualquier coefi ciente individual β 
mediante la prueba t y la signifi cancia colectiva de dos o más coefi cientes mediante la prueba 
F usual.

El modelo (22.10.1) es un ejemplo de un modelo ARCH(1), y el (22.10.2) se conoce como 
modelo ARCH(p), donde p representa el número de términos autorregresivos en el modelo.

Antes de continuar, ejemplifi caremos el modelo ARCH con los datos del tipo de cambio entre 
EUA y RU. Los resultados del modelo ARCH(1) fueron los siguientes:

 

X 2
t � 0.00043 + 0.23036X 2

t−1

t � (7.71) (4.97)

R2 � 0.0531 d � 1.9933

 (22.10.3)

donde X 2
t  se defi nió como antes.

Como el coefi ciente del término rezagado es en gran medida signifi cativo (el valor p es de 
casi 0.000), parece que hay acumulación de la volatilidad en este ejemplo. Consideramos mo-
delos ARCH de órdenes más grandes, pero sólo el AR(1) resultó signifi cativo.

En general, ¿cómo probaríamos el efecto ARCH en un modelo de regresión basado en datos 
de series de tiempo? Para ser más específi cos, considere el modelo de regresión con k varia-
bles:

 Yt � β1 + β2 X2t + · · · + βk Xkt + ut (22.10.4)

y suponga que al ser condicional respecto de la información disponible en el tiempo (t − 1), el 
término de perturbación está distribuido como

 ut ∼ N 0, α0 + α1u2
t−1  (22.10.5)

(continúa)

EJEMPLO 22.1
(continuación)

23 Tal vez se pregunte por qué no utilizar la varianza de Xt � X2
t /n como medida de la volatilidad. Lo an-

terior no es posible, pues deseamos tomar en cuenta la volatilidad cambiante de los precios de las acciones a 
lo largo del tiempo. Si utilizamos la varianza de Xt, sólo constituiría un único valor para el conjunto de datos 
dado.
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794  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

Como otra ejemplifi cación del efecto ARCH, en la fi gura 22.8 presentamos el índice de cambio 
porcentual mensual de la BVNY (Bolsa de Valores de Nueva York) de 1966 a 2002.25 Resulta evi-
dente, a partir de la gráfi ca, que los cambios porcentuales de los precios del índice de la BVNY 
presentan una volatilidad considerable. Observe sobre todo la enorme variación alrededor de la 
caída de los precios de las acciones en 1987.

Para expresar la volatilidad en los rendimientos de la bolsa de la fi gura, considere un modelo 
muy sencillo:

 Yt � β1 + ut  (22.10.11)

donde Yt � cambio porcentual en el índice de la BVNY y ut � término de error aleatorio.

EJEMPLO 22.2
Cambio de precios 
de las acciones en 
la Bolsa de Valores 
de Nueva York

es decir, ut sigue la distribución normal con media 0 y 

 var (ut) � α0 + α1u2
t−1  (22.10.6)

es decir, la varianza de ut sigue un proceso ARCH(1).
La normalidad de ut no resulta una novedad. Lo que sí es novedoso es que la varianza de u 

en el tiempo t dependa de la perturbación al cuadrado en el tiempo (t − 1), para dar así la apa-
riencia de una correlación serial.24 Desde luego, la varianza del error puede depender no sólo del 
término rezagado del término de error al cuadrado, sino también de diversos términos de error 
al cuadrado rezagados, de la siguiente forma:

 var (ut) � σ 2
t � α0 + α1u2

t−1 + α2u2
t−2 + · · · + αpu2

t−p (22.10.7)

Si no hay autocorrelación en la varianza del error, tenemos

 H0: α1 � α2 � · · · � αp � 0 (22.10.8)

en cuyo caso var(ut) � α0, por lo que tendríamos el efecto ARCH.
Como σ 2

t  no observamos de manera directa, Engle demostró que al llevar a cabo la siguiente 
regresión se prueba con facilidad la hipótesis nula anterior:

 û2
t � α̂0 + α̂1û2

t−1 + α̂2û2
t−2 + · · · + α̂pû2

t−p (22.10.9)

donde ût, como siempre, denota los residuales de MCO obtenidos del modelo de regresión 
original (22.10.4).

Se puede demostrar la hipótesis nula H0 mediante la prueba F usual, o de otra manera, 
al calcular nR2, donde R2 es el coefi ciente de determinación obtenido de la regresión auxiliar 
(22.10.9). Se puede probar que

 nR2
asy ∼ χ2

p (22.10.10)

es decir, para muestras grandes nR2 sigue la distribución ji cuadrada cuyos gl son iguales al nú-
mero de términos autorregresivos de la regresión auxiliar.

Antes de ejemplifi car, hay que asegurarse de no confundir la autocorrelación del término de 
error, como la analizamos en el capítulo 12, con el modelo ARCH. En dicho modelo, la varianza 
(condicional) de ut depende de los términos de error (al cuadrado) anteriores, por lo que da la 
impresión de que existe autocorrelación.

EJEMPLO 22.1
(continuación)

24 Una nota técnica: Recuerde que, para el modelo clásico lineal, supusimos que la varianza de ut era igual 
a σ2, que en el presente contexto se convierte en varianza incondicional. Si α1 < 1, la condición de esta-
bilidad, escribimos σ2 = α0 + α1σ

2; es decir, σ2 = α0/(1 − α1). Lo anterior demuestra que la varianza incon-
dicional de u no depende de t, pero sí del parámetro ARCH α1.
25 Esta gráfi ca y los resultados de la regresión presentados después se basan en los datos recopilados por 
Gary Koop, Analysis of Economic Data, John Wiley & Sons, Nueva York, 2000 (los datos se tomaron del disco 
que acompaña a esta obra). El porcentaje de cambio mensual en el índice de precios de las acciones puede 
considerarse una tasa de rendimiento del índice.
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Capítulo 22  Econometría de series de tiempo: pronósticos  795

¿Qué hacer cuando ARCH está presente?
Recuerde que ya analizamos diversos métodos para corregir la heteroscedasticidad, lo cual básica-
mente está implícito al aplicar el método de MCO para transformar los datos. Debe tener presente 
que MCO aplicados a los datos transformados son mínimos cuadrados generalizados (MCG). 
Si se encuentra el efecto ARCH, tendremos que utilizar MCG. No daremos detalles técnicos, 
pues trascienden el alcance de esta obra.26 Por fortuna, los software como EViews, SHAZAM,
MICROFIT y PC-GIVE ahora cuentan con rutinas sencillas para estimar dichos modelos.

Observe que, aparte del intercepto, no existe otra variable explicativa en el modelo. De los 
datos, obtenemos la siguiente regresión por MCO:

 

Ŷ t � 0.00574

t � (3.36)

d � 1.4915

 (22.10.12)

¿Qué denota este intercepto? Tan sólo la tasa porcentual promedio de rendimiento del índice 
de la BVNY, o el valor medio de Yt (¿puede verifi car esto?). Así, en el periodo muestral, el rendi-
miento promedio mensual del índice de la BVNY fue de casi 0.00574%.

Ahora obtenemos los residuos a partir de la regresión anterior y estimamos el modelo 
ARCH(1), lo cual proporciona los siguientes resultados:

 

û2
t � 0.000007 + 0.25406û2

t−1

t � (0.000) (5.52)

R2 � 0.0645 d � 1.9464

  (22.10.13)

donde ût
 es el residuo estimado de la regresión (22.10.12).

Como el término de perturbación rezagado al cuadrado es estadísticamente signifi cativo (el 
valor de p es de casi 0.000), parece que las varianzas de los errores están correlacionadas; es 
decir, existe un efecto ARCH. Probamos modelos ARCH de orden superior, pero sólo ARCH(1) 
fue estadísticamente signifi cativo.

EJEMPLO 22.2
(continuación)

FIGURA 22.8 Cambio porcentual mensual del índice de precios de la BVNY, 1966-2002.

26 Consulte Russell Davidson y James G. MacKinnon, Estimation and Inference in Econometrics, Oxford Univer-
sity Press, Nueva York, 1993. Véase la sec. 16.4 y William H. Greene, Econometric Analysis, 4a. ed., Prentice 
Hall, Englewood Cliffs, Nueva Jersey, 2000, sec. 18.5.
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796  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

Advertencia sobre la prueba d de Durbin-Watson y el efecto ARCH
Hemos recordado al lector varias veces que un estadístico d signifi cativo tal vez no signifi que 
siempre que exista una autocorrelación signifi cativa en los datos disponibles. Con mucha fre-
cuencia, un valor d signifi cativo es una indicación de que existen errores de especifi cación del 
modelo, los cuales analizamos en el capítulo 13. Ahora tenemos un error de especifi cación adi-
cional, el debido al efecto ARCH. Por consiguiente, en una regresión de series de tiempo, si se 
obtiene un valor d signifi cativo, debemos probar la existencia del efecto ARCH antes de aceptar 
el estadístico d plenamente. En el ejercicio 22.23 damos un ejemplo.

Nota sobre el modelo GARCH
Desde su “descubrimiento”, en 1982, la elaboración de modelos ARCH se ha convertido en un 
área fl oreciente, con todo tipo de variantes respecto del modelo original. Uno muy popular es el 
condicional autorregresivo generalizado con heteroscedasticidad, propuesto por Bollerslev.27 
El modelo GARCH más simple es el GARCH(1,1), que se expresa como:

 σ 2
t � α0 + α1u2

t−1 + α2σ
2
t−1 (22.10.14)

el cual enuncia que la varianza condicional de u en el tiempo t depende no sólo del término de 
error al cuadrado del periodo anterior [como sucede en ARCH(1)], sino también de su varianza 
condicional en el periodo anterior. Este modelo puede generalizarse al modelo GARCH(p, q) en 
el que existen p términos rezagados del término de error al cuadrado y q términos de las varianzas 
condicionales rezagadas.

No proporcionamos los detalles técnicos de estos modelos, como están presentes; pero sí 
diremos que el modelo GARCH(1, 1) equivale a un ARCH(2) y el modelo GARCH(p, q) al
ARCH(p + q).28

Para los ejemplos del tipo de cambio entre el dólar estadounidense y la libra inglesa, y el de los 
rendimientos de las acciones en la BVNY, ya establecimos que un modelo ARCH(2) no era signi-
fi cativo, lo cual indica que un modelo GARCH(1, 1) quizá no resulta apropiado en estos casos.

22.11 Ejemplos para concluir

Este capítulo fi naliza con el estudio de unos cuantos ejemplos adicionales que ilustran algunos 
puntos que analizamos aquí.

Para analizar la causalidad entre el IOD y la TD, dos indicadores de las condiciones del mercado 
de trabajo en Estados Unidos, Marc A. Giammatteo planteó el siguiente modelo de regresión:29

 IODt � α0 +
25

i�1

αi TDt−i +
25

j

βj IODt− j (22.11.1)

 TDt � α0 +
25

i�1

λi TDt−i +
25

j�1

δj IODt− j (22.11.2)

Con el objeto de ahorrar espacio, no presentamos los resultados propiamente dichos de la 
regresión, pero la conclusión principal que surge de este análisis es que existe una causalidad bi-
lateral entre los dos indicadores del mercado de trabajo; asimismo, dicha conclusión no cambió 
cuando se modifi có la duración del rezago. Los datos sobre el IOD y la TD se proporcionan en 
el sitio Web del libro, en la tabla 22.5.

EJEMPLO 22.3
Relación entre el 
índice de oferta-
demanda de empleo 
(IOD) y la tasa de 
desempleo (TD) 
de enero de 1969 a 
enero de 2000.

27 T. Bollerslev, “Generalized Autorregresive Conditional Heteroscedasticity”, en Journal of Econometrics, vol. 
31, 1986, pp. 307-326.
28 Para mayores detalles, véase Davidson y MacKinnon, op. cit., pp. 558-560.
29 Marc A. Giammatteo (West Point, Generación de 2000), “The Relationship between the Help-Wanted 
Index and the Unemployment Rate”, trabajo fi nal del trimestre escolar, inédito. (La notación se modifi có con 
el objeto de adaptarla a la de este libro.)
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Capítulo 22  Econometría de series de tiempo: pronósticos  797

Para verifi car si el efecto ARCH está presente en la tasa de infl ación de Estados Unidos según la 
mide el IPC, obtuvimos los datos de dicho índice de enero de 1947 a marzo de 2008. La gráfi ca 
de los logaritmos del IPC mostró que la serie de tiempo era no estacionaria. Pero la gráfi ca de 
las primeras diferencias de los logaritmos del IPC, como se muestra en la fi gura 22.9, presenta 
volatilidad considerable, si bien las primeras diferencias son estacionarias.

Según el procedimiento descrito en las regresiones (22.10.12) y (22.10.13), primero efec-
tuamos la regresión de los logaritmos de las primeras diferencias del IPC sobre una constante y 
obtenemos los residuos de esta ecuación. Al elevar al cuadrado los residuos tenemos el siguiente 
modelo ARCH(2):

 

û2
t � 0.000028 + 0.12125û2

t−1 + 0.08718û2
t−2

t � (5.42) (3.34) (2.41)

R2 � 0.026 d � 2.0214

 (22.11.4)

Como puede observar, existe una enorme persistencia de la volatilidad, pues, en el mes actual, 
depende de la de los últimos tres meses. Se recomienda al lector que obtenga los datos sobre 
el IPC en fuentes gubernamentales e intente averiguar si otro modelo resulta más adecuado, de 
preferencia un modelo GARCH.

EJEMPLO 22.5
Modelo ARCH para 
la tasa de infl ación 
de Estados Unidos: 
De enero de 1947 a 
marzo de 2008

El tipo de cambio yen/dólar (¥/$) es un tipo de cambio clave. Al tomar el logaritmo de ¥/$ men-
sual se encontró que, en la forma nivel, este tipo de cambio mostró el patrón habitual de una 
serie de tiempo no estacionaria. Pero al analizar las primeras diferencias, se descubrió que eran 
estacionarias; la gráfi ca de esta situación se parece mucho a la fi gura 22.8.

El análisis de raíz unitaria confi rmó que las primeras diferencias de los logaritmos de ¥/$
eran estacionarias. Después de examinar el correlograma del logaritmo de las primeras diferen-
cias, estimamos el siguiente modelo MA(1):

 

Ŷt � −0.0028 − 0.3300ut−1

t � (−1.71) (−7.32)

R2 � 0.1012 d � 1.9808

 (22.11.3)

donde Yt � las primeras diferencias de los logaritmos de ¥/$ y u es un término de error de ruido 
blanco.

Para ahorrar espacio, proporcionamos los datos en los que se basó el análisis anterior en el 
sitio Web del libro, en la tabla 22.6. Con esa información, se pide al lector que pruebe otros 
modelos y compare los pronósticos obtenidos.

EJEMPLO 22.4
Creación de un mo-
delo ARIMA para el 
tipo de cambio entre 
el yen y el dólar: 
de enero de 1971 a 
abril de 2008

FIGURA 22.9
Primeras diferencias de 
los logaritmos del IPC.
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798  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

30 Los partidarios de las estadísticas bayesianas creen que este problema se puede reducir. Véase R. Litter-
man, “A Statistical Approach to Economic Forecasting”, en Journal of Business and Economic Statistics, vol. 4, 
1986, pp. 1-4.

Resumen y 
conclusiones

1. Los métodos Box-Jenkins y VAR para pronósticos económicos son opciones respecto de los 
modelos tradicionales uniecuacionales y de ecuaciones simultáneas.

2. Para pronosticar valores de una serie de tiempo, la estrategia básica de Box-Jenkins es la si-
guiente:

 a)  Examine primero si la serie es estacionaria. Esto se logra al calcular la función de auto-
correlación (FAC) y la función de autocorrelación parcial (FACP), o mediante un análisis 
formal de raíz unitaria. Los correlogramas asociados a FAC y FACP son, con frecuencia, 
buenas herramientas de diagnóstico visual.

 b)  Si la serie de tiempo es no estacionaria, debe diferenciarse una o más veces para alcanzar 
la estacionariedad.

 c)  Se calculan entonces la FAC y la FACP de la serie de tiempo estacionaria para determinar 
si la serie es autorregresiva pura, del tipo de promedios móviles puro, o una mezcla de las 
dos. Así, de los lineamientos generales de la tabla 22.1, se determinan los valores de p y q 
en el proceso ARMA que se va a ajustar. En esta etapa, el modelo ARMA(p, q) seleccio-
nado es tentativo.

 d )  Entonces se estima el modelo tentativo.
 e)  Se examinan los residuos de este modelo tentativo para establecer si son de ruido blanco. 

Si lo son, el modelo tentativo es quizás una buena aproximación al proceso estocástico 
subyacente. Si no lo son, el proceso se inicia de nuevo. Por consiguiente, el método de 
Box-Jenkins es iterativo.

 f )  El modelo fi nalmente seleccionado sirve para pronosticar.
3. El enfoque VAR para pronósticos considera diferentes series de tiempo a la vez. Las caracte-

rísticas que distinguen al VAR son las siguientes:
 a)  Es un sistema simultáneo en el sentido de que todas las variables se consideran endógenas.
 b)  En la elaboración de modelos VAR, el valor de una variable se expresa como función 

lineal de los valores pasados o rezagados de esa variable y de todas las demás variables 
incluidas en el modelo.

 c)  Si cada ecuación contiene el mismo número de variables rezagadas en el sistema, éste se 
estima mediante MCO sin recurrir a otros métodos asociados a sistemas, como el método 
de mínimos cuadrados en dos etapas (MC2E) o las regresiones aparentemente no relacio-
nadas (SURE).

 d )  Esta simplicidad en la elaboración de modelos VAR puede ser su desventaja. En vista del 
limitado número de observaciones disponibles en la mayoría de los análisis económicos, 
la introducción de los diversos rezagos de cada variable puede consumir muchos grados 
de libertad.30

 e)  Si hay varios rezagos en cada ecuación, no siempre es fácil interpretar cada coefi ciente, 
en especial si se alternan los signos de los coefi cientes. Por esta razón, en la elaboración 
de modelos VAR se examina la función de impulso-respuesta (FIR) para determinar la 
forma como responde la variable dependiente ante un choque administrado a una o más 
ecuaciones en el sistema.

 f )  Hay mucha discusión y controversia sobre la superioridad de los diversos métodos de pro-
nósticos. Los métodos de pronósticos uniecuacionales, de ecuaciones simultáneas, Box-
Jenkins y VAR tienen sus defensores como también sus detractores. Todo lo que podemos 
decir es que no hay un método que por sí mismo sea apropiado para todas las situaciones. 
De ser así, no habría necesidad de analizar las diversas opciones. Una cosa es segura: las 
metodologías de Box-Jenkins y VAR ya forman parte integral de la econometría.

4. En este capítulo también estudiamos una clase especial de modelos, ARCH y GARCH, par-
ticularmente útiles en el análisis de las series de tiempo fi nancieras, como precios de acciones, 
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Capítulo 22  Econometría de series de tiempo: pronósticos  799

Preguntas
 22.1. ¿Cuáles son los métodos más importantes para pronósticos económicos?
 22.2. ¿Cuáles son las principales diferencias entre el método de ecuaciones simultáneas y el de 

Box-Jenkins para pronósticos económicos?
 22.3. Esquematice los pasos principales relacionados con la aplicación del método de Box-

Jenkins para pronósticos económicos.
 22.4. ¿Qué sucede si se aplican las técnicas de Box-Jenkins a series de tiempo no estaciona-

rias?
 22.5. ¿Qué diferencias hay entre los métodos de Box-Jenkins y VAR para pronósticos econó-

micos?
 22.6. ¿En qué sentido es ateórico el modelo VAR?
 22.7. “Si el objetivo principal es el pronóstico, VAR lo logrará.” Evalúe críticamente esta afi r-

mación.
 22.8. Como el número de rezagos que se va a introducir en un modelo VAR puede ser un 

asunto subjetivo, ¿cómo se decide cuántos rezagos deben introducirse en una aplicación 
concreta?

 22.9. Comente la siguiente afi rmación: “Box-Jenkins y VAR son los ejemplos más importantes 
de medición sin teoría”.

22.10. ¿Cuál es la conexión, de existir, entre las pruebas de causalidad de Granger y el diseño de 
modelos VAR?

Ejercicios empíricos
22.11. Considere los datos sobre los logaritmos del IPD (ingreso personal disponible) en la 

sección 21.1 (consulte los datos reales en el sitio Web del libro). Suponga que deseamos 
ajustar un modelo ARIMA apropiado a estos datos. Defi na los pasos que implica la reali-
zación de esta labor.

22.12. Repita el ejercicio 22.11 para los datos de LGCP (gasto de consumo personal) presenta-
dos en la sección 21.1 (una vez más, consulte los datos reales en el sitio Web del libro).

22.13. Repita el ejercicio 22.11 para los datos de LUE (utilidades empresariales).
22.14. Repita el ejercicio 22.11 para los datos de LDIVIDENDOS.
22.15. En la sección 13.9 explicamos el criterio de información de Schwarz para determinar la 

longitud del rezago. ¿Cómo utilizaría este criterio para determinar la longitud apropiada 
del rezago en un modelo VAR?

22.16. Con los datos sobre LGCP y LIPD de la sección 21.1 (consulte los datos reales en el sitio 
Web del libro), desarrolle un modelo bivariado VAR de I-1970 a IV-2006. Con este modelo 
pronostique los valores de estas variables para los cuatro trimestres de 2007 y compare los 
valores de pronóstico con los valores reales que se proporcionan en el conjunto de datos.

EJERCICIOS

tasas de infl ación y tasas de cambio. Una característica sobresaliente de estos modelos es que 
la varianza del error quizá esté correlacionada a lo largo del tiempo, debido al fenómeno de la 
acumulación de la volatilidad. Al respecto, también señalamos que, en muchos casos, una d de 
Durbin-Watson signifi cativa puede deberse a un efecto ARCH o GARCH.

5. Existen variantes de los modelos ARCH y GARCH, pero no los consideramos en este capítulo 
debido a restricciones de espacio. Algunos de estos otros modelos son GARCH-M (GARCH 
en la media), TGARCH (umbral GARCH) y EGARCH (GARCH exponencial). En las refe-
rencias hay debates sobre estos modelos.31

31 Véase Walter Enders, Applied Econometric Time Series, 2a. ed., John Wiley & Sons, Nueva York, 2004. Para 
un análisis orientado a la aplicación, véase Dimitrios Asteriou y Stephen Hall, Applied Econometrics: A Modern 
Approach, edición revisada, Palgrave/Macmillan, Nueva York, 2007, capítulo 14.
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800  Parte Cuatro  Modelos de ecuaciones simultáneas y econometría de series de tiempo

22.17. Repita el ejercicio 22.16 con los datos sobre LDIVIDENDOS y LUE.
*22.18. Utilice cualquier paquete estadístico y estime la función de impulso-respuesta para un 

periodo hasta de ocho rezagos para el modelo VAR que desarrolló en el ejercicio 22.16.
22.19. Repita el ejercicio 22.18 para el modelo VAR desarrollado en el ejercicio 22.17.
22.20. Consulte los resultados de la regresión VAR de la tabla 22.4. De las diversas pruebas F 

hechas en las tres regresiones que allí se dieron, ¿qué puede decir sobre la naturaleza de 
la causalidad en las tres variables?

22.21. Continuando con el ejercicio 20.20, ¿puede suponer la razón por la cual los autores deci-
dieron expresar las tres variables en el modelo en forma de cambios porcentuales en lugar 
de usar las variables en su forma de nivel? (Sugerencia: Estacionariedad.)

22.22. Con los datos para Canadá proporcionados en la tabla 17.5, investigue si M1 y R son 
variables aleatorias estacionarias. Si no es así, ¿están cointegradas? Muestre los cálculos 
necesarios.

22.23. Continúe con los datos de la tabla 17.5. Ahora considere el siguiente modelo sencillo de 
la demanda de dinero en Canadá:

   ln M1t � β1 + β2 ln PIBt + β3 ln Rt + ut

 a) ¿Cómo interpretaría los parámetros de este modelo?
 b)  Obtenga los residuos a partir de este modelo y determine si existe algún efecto 

ARCH.

22.24. Consulte el modelo ARCH(3) dado en (22.11.4). Con los mismos datos calculamos el 
siguiente modelo ARCH(1):

   

û2
t � 0.00000078 + 0.3737û2

t−1

t � (7.5843) (10.2351)

R2 � 0.1397 d � 1.9896

 ¿Cómo elegiría entre ambos modelos? Muestre los cálculos necesarios.

22.25. La tabla 22.7 contiene datos sobre las tasas de interés de los pagarés del Tesoro a tres 
(TB3M) y a seis meses (TB6M), del 1 de enero de 1982 a marzo de 2008, para un total 
de 315 observaciones mensuales. Los datos se encuentran en el sitio Web del libro.
 a)  Trace la gráfi ca de las dos series de tiempo en el mismo diagrama. ¿Qué observa?
 b)  Realice un análisis formal de raíz unitaria para ver si estas series de tiempo son esta-

cionarias.
 c)  ¿Están cointegradas las dos series de tiempo? ¿Cómo sabe? Realice los cálculos ne-

cesarios.
 d )  ¿Qué signifi cado económico tiene cointegración en este contexto? Si las dos series no 

están cointegradas, ¿qué repercusiones económicas tiene esto?
 e)  Si desea estimar un modelo VAR, por ejemplo, con cuatro rezagos de cada variable, 

¿es necesario usar las primeras diferencias de las dos series o puede realizar el análisis 
de las dos series en su forma de nivel? Justifi que su respuesta.

22.26. Ejercicio en clase: Elija un índice del mercado de valores y obtenga datos diarios sobre el 
valor del índice elegido para cinco años con el propósito de averiguar si el índice bursátil 
se caracteriza por efectos ARCH.

22.27. Ejercicio en clase: Recopile datos sobre las tasas de infl ación y desempleo en Estados 
Unidos correspondientes a los periodos trimestrales de 1980 a 2007 y desarrolle y estime 
un modelo VAR para las dos variables. Para calcular la tasa de infl ación, utilice el IPC 
(índice de precios al consumidor), y la tasa de desempleo civil para calcular la tasa de 
desempleo. Es preciso prestar mucha atención a la estacionariedad de estas variables. 
Además, averigüe si una variable causa, según Granger, la otra variable. Presente todos 
sus cálculos.

* Opcional.
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